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Séries Temporais
 Considere um processo onde o valor presente 

de uma série depende dos valores passados.
 Uma série temporal é a amostragem sequencial 

de uma variável durante um intervalo de tempo, 
via de regra longo, para possibilitar a 
identificação de padrões. Pode ser obtida 
analiticamente, ou também por simulação 
numérica, ou ainda, por medição experimental.



  

Séries Temporais



  

Estacionariedade



  

Estacionariedade

Não estacionário

Estacionário



  

Função de Auto-Correlação

 Correlação entre X, Y:

 A análise da função de auto-correlação de uma série é muito 
importante. 

– Auto-Covariância:

– Auto-Correlação:

O índice k é o deslocamento (ou lag)



  

Função de auto-correlação

 Para estimar a função de auto-correlação, 
calculamos:



  

Função de auto-correlação

 A função de auto-correlação estabelece o 
coeficiente de correlação entre um valor X

i
 da 

série e o X
i-k

.

 A análise da função de auto-correlação tem 
um papel central na análise de desempenho 
de sistemas de comunicações.



  

Exercícios
1- Calcule a função de auto-

correlação para a série a seguir. 
Plote o gráfico da série temporal e 
da função de autocorrelação .

10 20

1 3 13 6

2 8 13 3

3 10 32 2

4 27 18 13

5 5 37 2

6 4 16 1

7 5 9 10

8 16 1 2

9 38 9 1



  

Exercícios
2- Calcule a função de auto-

correlação para a série a 
seguir. Plote o gráfico da 
série temporal e da função de 
auto-correlação (cotação 
petr4).

10 20

1 20,80 20,03 20,16

2 20,65 20,37 19,65

3 20,55 21,04 19,70

4 20,52 20,80 20,30

5 20,32 20,55 20,87

6 20,34 20,49 20,76

7 20,15 19,90 20,99

8 20,66 19,86 20,30

9 20,47 20,23 20,21



  

Exercícios
3- Calcule a função de auto-

correlação para a série a seguir. 
Plote o gráfico da série 
temporal e da função de auto-
correlação

10 20

1 2.46 1.87 1.59

2 2.05 1.55 1.12

3 2.14 2.04 1.05

4 2.56 2.43 1.36

5 2.49 1.24 1.67

6 1.12 1.11 2.45

7 1.74 0.89 2.93

8 2.11 1.03 2.36

9 2.34 0.77 2.44



  

Modelo Auto-Regressivo



  

Modelo Média Móvel (MA)



  

Modelo ARMA



  

Modelo ARIMA



  

Modelo ARIMA



  

Modelo ARIMA



  

Exercícios
1. Recupere a série de valores históricos para do valor de 

fechamento da cotação do dolar, com 100 valores passados.

– Esboce o gráfico da série. Analise o gráfico resultante.

– Esboce o gráfico da função de auto-correlação (e auto-
correlação parcial). Analise o gráfico resultante.

– Estabeleça uma hipótese sobre um modelo adequado 
utilizando ARIMA.

– Utilize o software R (pacote fArima) para estimar os 
parâmetros.

– Como verificar se o modelo proposto é adequado? (utilize 
QQPLOT dos resíduos)

 



  

Exercícios
2. Suponha a série com o número de mortes em decorrência da 

Gripe A, em Curitiba, no inverno de 2009.

– Esboce o gráfico da série. Analise o gráfico resultante.

– Esboce o gráfico da função de auto-correlação (e auto-
correlação parcial). Analise o gráfico resultante.

– Estabeleça uma hipótese sobre um modelo adequado 
utilizando ARIMA.

– Utilize o software R (pacote fArima) para estimar os 
parâmetros.

– Como verificar se o modelo proposto é adequado? (utilize 
QQPLOT dos resíduos)

 



  

Série – Gripe A

Gripe A 
(mortes/dia – 
2009)

10 20 30 40 50 60

1 2 1 1 12 3 2 2

2 0 4 2 7 7 3 0

3 1 6 6 8 5 0 1

4 1 7 8 10 4 2 1

5 0 4 13 7 4 3 1

6 3 6 9 6 6 3

7 3 0 5 6 4 1

8 2 4 7 2 5 0

9 3 4 4 2 1 2



  

Séries Temporais – outros 
modelos
 Média Móvel

– Esse método considera como previsão para o 
período futuro a média das observações passadas 
recentes

– O termo média móvel é utilizado porque à medida 
que a próxima observação se torna disponível, a 
média das observações é recalculada, incluindo 
essa observação no conjunto de observações e 
desprezando a observação mais antiga



  

Séries Temporais – outros 
modelos
 Alisamento Exponencial Simples (EWMA 

Exponentially Weighted Moving Average

– Insere atraso na série. 

– Também conhecido como filtro passa baixa.

S
t
 representa a série e o parâmetro α deve estar entre 

0 e 1.

S
t
 = α X

t
 + (1-α)S

t-1
 



  

Séries Temporais – outros 
modelos
 Alisamento Exponencial Simples

– Quanto menor o valor de α, mais estáveis serão as 
previsões, visto que a utilização de baixo valor de implica 
na atribuição de peso maior às observações passadas e, 
conseqüentemente, qualquer flutuação aleatória no presente 
contribui com menor importância para a obtenção da 
previsão. 

– Não há metodologia que oriente quanto à seleção de um 
valor apropriado para a, sendo normalmente encontrado por 
tentativa e erro.



  

Séries Temporais – outros 
modelos
 Alisamento Exponencial Linear

– Quando o método Alisamento Exponencial Simples é 
aplicado na previsão de séries temporais que apresentam 
tendência entre as observações passadas, os valores 
prognosticados superestimam (ou subestimam) os valores 
reais. 

– Para evitar esse erro sistemático, o método Alisamento 
Exponencial Linear foi desenvolvido procurando 
reconhecer a presença de tendência na série de dados



  

Séries Temporais – outros 
modelos
 Alisamento Exponencial Linear

Onde α é o peso atribuído à observação 0<α<1

e β é o coeficiente de alisamento, 0<β<1



  

Séries Temporais – outros 
modelos
 Alisamento Exponencial Sazonal e Linear de Winter



  

Séries Temporais – outros 
modelos
 Modelos SARIMA: 

– Arima Sazonal.

– ARIMA(p,d,q)x(P,D,Q)

• P,D,Q são os componentes sazonais 



  

Exemplo 1
● Considere a série disponível em

www.eletrica.ufpr.br/pedroso/2018/EELT7029/serie1.dat
● Determine o modelo usando AR(p), MA(q), ARMA(p,q)

1) Carregando os dados
R> s<-scan(“serie1.dat”)

2) Examine a série
R> plot(s,type=”l”)

3) Examine a função de auto correlação
R> acf(s)

4) Examine a função de auto correlação parcial
R> pacf(s)

 

http://www.eletrica.ufpr.br/pedroso/2018/EELT7029/serie1.dat


  

Exemplo 1



  

Exemplo 1

● Hipótese: Modelo AR(2)

Coefficient(s):
      ar1        ar2           intercept  
 -0.24095    0.65732   -0.02361  

library(fArma)
fit = armaiit(~aar()), data = s)
printf(fit)
par(mfrow = c(), ))
summary(fit,which=”all”)



  

Exemplo 1



  

Exemplo 2
Considere a série do preço das ações da IBM 

disponível em: 
www.eletrica.ufpr.br/pedroso/2018/EELT7029/B.ibm-stock.dat

> plot(ibm,type="l")
> acf(ibm,lag.max=100)
> plot(dif(ibm),type="l")
> acf(dif(ibm))

Observe:
1. que a série não é estacionária
2. a série diferenciada é estacionária
3. não existe autocorrelação signifcativa na 
    série diferenciada 



  

Exemplo2
Hipótese: 
ARIMA(0,1,1)

fit = armaiit(~a arima(0,1,1), data = ibm)
print(fit)
par(mfrow = c(), )), cex = 0.7)
summary(fit, which = "all")

Coefficient(s):
    ma1  
0.08635



  

Exemplo 3
Considere a série:
www.eletrica.ufpr.br/pedroso/2018/EELT7029/C.chem-temp.dat

c<-scan("C.chem-temp.dat")
par(mfrow = c(), )))
plot(c,type="l")
plot(dif(c),type="l")
acf(dif(c))
pacf(dif(c))

Observe:
1. que a série não é estacionária
2. a série diferenciada é estacionária
3. existe autocorrelação signifcativa na série diferenciada 



  

Exemplo3
Hipótese: 
ARIMA(1,1,0)

fit = armaiit(~a arima(1,1,0), data = c)
print(fit)
par(mfrow = c(), )))
summary(fit, which = "all")

Coefficient(s):
   ar1  
0.8202



  

Exemplo 4
Considere a série:
www.eletrica.ufpr.br/pedroso/2018/EELT7029/G.airline-pass.dat

p<-scan("G.airline-pass.dat")
par(mfrow = c(), )))
plot(p,type="l")
acf(p)
pacf(p)
plot(dif(p),type="l")

Observe:
1. que a série não é estacionária
2. que a autocorrelação parcial indica uma
    dependência temporal nos lags 1 e 12



  

Exemplo4
Hipótese: 
   ARIMA(1,1,0)x(1,1,0)12

fit = arima(c, order=c(1,1,0), seasonal=list(order=c(1,1,0),period=1)))
print(fit)
par(mfrow = c(), )))
plot(fittresiduals)
hist(fittresiduals)
library(car)
qqPlot(fittresiduals,distribution="norm",mean=mean(fittresiduals),sd=sd(fittresiduals))
acf(fittresiduals)

Coefficient(s):
         ar1     sar1
      0.8192  -0.4370
sigma^2 estimated as 0.02719



  

Exemplo4
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